
Аннотация. Рассматривается использование методов ма-
шинного обучения для управления чрезвычайными ситуа
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мизации, а также стохастические алгоритмы.
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Введение
Чрезвычайные ситуации, такие как пожары, наводнения, 

землетрясения, ежегодно приводят к гибели людей и разру-
шениям инфраструктуры. Управление такими бедствиями 
требует надежных решений, основанных на информацион-
ных технологиях и методах машинного обучения. В данной 
статье рассматривается применение методов машинного 
обучения для анализа и управления чрезвычайными ситуа-
циями с акцентом на прогнозировании бедствий и системы 
раннего предупреждения.

Операции по управлению чрезвычайными ситуациями 
проводятся до, во время и после стихийного бедствия, чтобы 
предотвратить гибель людей, защитить людей и инфраструк-
туру, уменьшить воздействие на экономику и восстановить 
нормальную жизнь. Сложность стихийных бедствий, а также 
серьезность и сложность аварийных операций требует надеж-
ного принятия решений с помощью информационных техно-
логий и в частности искусственного интеллекта. Эффективное 
и информированное управление стихийными бедствиями не-
обходимо для преодоления масштабов и последствий стихий-
ных бедствий, и в последние годы используются достижения 
в области машинного обучения и глубокого обучения.

Анализ чрезвычайных ситуаций
В представленной таблице приведена классификация 

чрезвычайных ситуаций [1]. 
Области применения включают стихийные бедствия, та-

кие как пожары, ураганы, землетрясения, наводнения, лес-
ные пожары и оползни. Однако единого определения сти-
хийного бедствия не существует. По другой классификации, 
бедствия делятся на стихийные и техногенные. Кроме того, 
в 2022 году стихийные бедствия, связанные с климатом, в ос-
новном стали причиной нескольких бедствий, зарегистри
рованных в этом году. Управление чрезвычайными ситуация
ми предотвращает стихийные бедствия с течением времени. 
Распространены четыре отдельных этапа: смягчение по-
следствий, подготовка, реагирование и восстановление. 
Смягчение связано с действиями, которые предотвращают 
возникновение бедствия или уменьшают его последствия. 
Готовность включает мероприятия, которые подготавли-
вают сообщества к реагированию на стихийное бедствие, 
такие как планирование действий в чрезвычайных ситуа-
циях, заблаговременное размещение предметов снабжения, 
обуче ние и обучение населения тому, как лучше реагировать 
на стихийное бедствие или смягчать последствия стихийно-
го бедствия. В обязанности входят операции по реализации 
планирования для защиты жизни и имущества, окружаю-
щей среды и социально экономической структуры сообще-
ства. Чрезвычайная помощь и реагирование также включают 
в себя такие действия, как планирование действий в чрезвы-
чайных ситуациях, аварийно спасательная и медицинская 
помощь, открытие убежищ и управление ими, распределение 
предметов снабжения и оценка ущерба. Это один из наибо-
лее изученных этапов, поскольку именно на этом этапе люди 
и инфраструктура нуждаются в самой непосредственной 
поддержке. На этом этапе время имеет решающее значение, 
поэтому методы сосредоточены не только на высокоточных 
результатах, но и на быстродействующих и оптимизирован-
ных методах. Восстановление (реконструкция) предполагает 
длительные усилия, направленные на возвращение общества 
к нормальной жизни. Мероприятия на этом этапе включают 
финансовую помощь и реконструкцию, например, зданий 
и базовой инфраструктуры. Кроме того, активное участие 
местных сообществ в управлении стихийными бедствиями 
может привести к устойчивости сообщества [2].
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Методы машинного обучения
Методы искусственного интеллекта, используемые 

на всех этапах для помощи в управлении стихийными 
бедствиями, состоят из нескольких методов машинного 
обучения и глубокого обучения. Методы машинного об-
учения поддерживают векторную машину (SVM), методы 
Naïve Bayes (NB), деревья решений (DT), случайный лес 
(RF), логистическую регрессию (LR) и kближайший сосед 
(KNN), включая алгоритм кластеризации. С другой сторо-
ны, методы глубокого обучения включают в себя различные 
архитектуры искусственных нейронных сетей (ANN), та-
кие как сверточные нейронные сети (CNN), многослойный 
персептрон (MLP), рекуррентные нейронные сети (RNN), 
нейронные сети с долговременной кратковременной памя-
тью (LSTM), архитектура преобразователя и генеративно 
состязательные сети (GAN). Машинное обучение и глубо-
кое обучение помогают разрабатывать системы, которые 
могут прогнозировать аварии на основе больших и сложных 
наборов данных, а также разрабатывать инструменты реа-
гирования и восстановления, а также практические инстру-
менты поддержки принятия решений после таких событий. 
Эти методы используют преимущества возможности мани-

пулировать различными типами данных из нескольких ис-
точников и выявлять закономерности, обеспечивающие ин-
теллектуальную информацию, которая в противном случае 
не была бы раскрыта. Большие данные доступны из таких 
источников, как спутниковые снимки, беспилотные лета-
тельные аппараты (UAV), социальные сети, краудсорсинг 
(crowdsourcing), географические информационные системы 
(GIS) и сети беспроводных датчиков [3].

Для построения классификатора на основе нейронных 
сетей необходимо выполнить следующие этапы:
• предварительная обработка данных;
• выбор топологии сети;
• выбор способов определения количества скрытых слоев; 
• выбор способов определения количества нейронов 

скрытых слоев;
• выбор способов инициализации начальных весов;
• выбор алгоритма обучения сети, выбор способов оценки 

работы сети.
На рис. 1 показан пошаговый процесс обучения нейрон-

ной сети.
Одним из ключевых этапов в работе нейронной сети 

является процесс обучения с целью подбора весовых 

Таблица 1 
Классификация чрезвычайных ситуаций

Виды чрезвычайных ситуаций Территориальная принадлежность Количество погибших, пострадавших

Локального характера Территория организации (объекта) Не более 10 человек

Муниципального характера Территория одного муниципального 
образования Не более 50 человек

Межмуниципального характера Территория двух и более муниципальных 
образований Не более 50 человек

Регионального характера Территория одного субъекта От 50 до 500 человек

Межрегионального характера Территория двух и более субъектов От 50 до 500 человек

Федерального характера — Свыше 500 человек

Рис. 1. Процесс обучения нейронной сети
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коэффициентов. Математическая постановка задачи обу-
чения нейронной сети — минимизация целевой функции 
ошибки нейронной сети. Широко распространенный ме-
тод градиентного спуска имеет ряд недостатков (низкая 
скорость сходимости, высокое число априорных показа-
телей, проблема локального минимума). Альтернативой 
методу градиентного спуска является генетический алго-
ритм минимизации функции стоимости нейронной сети, 
который базируется на принципе естественного отбора 
и позволяет избежать многих проблем на этапе обучения 
сети. Также появляется возможность с помощью генети-
ческого алгоритма решить задачу выбора последователь-
ности управляющих воздействий, при которой отклоне-
ние прогнозируемого значения комплексной оценки (или 
отдельного показателя электроэнергетической системы) 
от желаемого (требуемого значения показателя) мини-
мально [4].

При обучении без учителя обучающее множество со-
стоит лишь из входных векторов. Обучающий алгоритм 
подстраивает веса сети так, чтобы получались согласо-
ванные выходные векторы, то есть чтобы предъявление 
достаточно близких входных векторов давало одинако-
вые выходы. Процесс обучения, следовательно, выделяет 
статистические свой ства обучающего множества и груп-
пирует сходные векторы в классы. Предъявление на вход 
вектора из данного класса даст определенный выходной 
вектор, но до обучения невозможно предсказать, какой 
выход будет производиться данным классом входных 
векторов. Следовательно, выходы подобной сети долж-
ны трансформироваться в некоторую понятную форму, 
обусловленную процессом обучения. Это не является 
серьезной проблемой. Обычно несложно идентифициро-
вать связь между входом и выходом, установленную се-
тью [5].

Математически процесс обучения можно описать сле-
дующим образом: в процессе функционирования нейрон-
ная сеть формирует выходной сигнал Y, реализуя некото-
рую функцию Y = G(X). Если архитектура сети задана, 
то вид функции G определяется значениями синаптиче-
ских весов и смещенной сети. Пусть решением некоторой 
задачи является функция Y = F(X), заданная параметрами 
входных выходных данных, для которых Yk = F(Xk), (k = 
1,2,…, N). Обучение состоит в поиске (синтезе) функции G, 
близкой к F в смысле некоторой функции ошибки E. Если 
выбрано множество обучающих примеров — пар (Xn, Yn) 

(где k = 1,2,…, N) и способ вычисления функции ошибки 
E, то обучение нейронной сети превращается в задачу 
многомерной оптимизации, имеющую очень большую 
размерность, при этом, поскольку функция E может иметь 
произвольный вид, обучение в общем случае — многоэк-
стремальная невыпуклая задача оптимизации. Для реше-
ния этой задачи могут использоваться следующие (итера-
ционные) алгоритмы: 

1. Алгоритмы локальной оптимизации с вычислени-
ем частных производных первого порядка: градиентный 
алгоритм (метод наискорейшего спуска); методы с одно-
мерной и двумерной оптимизацией целевой функции 
в направлении антиградиента; метод сопряженных гра-
диентов; методы, учитывающие направление антигра-
диента на нескольких шагах алгоритма. 

2. Алгоритмы локальной оптимизации с вычисле-
нием частных производных первого и второго порядка: 
метод Ньютона; методы оптимизации с разреженными 
матрицами Гессе; квазиньютоновские методы; метод Га-
усса — Ньютона; метод Левенберга —  Марквардта и др. 

3. Стохастические алгоритмы оптимизации: поиск 
в случайном направлении; имитация отжига; метод Монте 
Карло (численный метод статистических испытаний). 

4. Алгоритмы глобальной оптимизации (задачи гло-
бальной оптимизации решаются с помощью перебо-
ра значений переменных, от которых зависит целевая 
функция) [6].

В табл. 2 представлен примерный набор данных о пожа-
рах, где каждый инцидент описывается несколькими призна-
ками, такими как местоположение, время суток, причина по-
жара, тип здания, количество травм и количество погибших.

На этом наборе данных можно обучить модель машин-
ного обучения для прогнозирования вероятности травм 
или смертельных исходов в будущих пожарах на основе 
входных данных. Результатом модели может быть двоич-
ный прогноз (например, травма или отсутствие травмы) 
или оценка вероятности, указывающая вероятность травм 
или смертельных исходов в данном инциденте с пожаром. 
Чтобы сделать прогноз с помощью модели машинного 
обу чения на основе приведенной выше таблицы, нам сна-
чала нужно обучить модель на большем наборе данных 
о пожарах с похожими характеристиками. Однако я могу 
привести гипотетический пример того, как модель машин-
ного обучения можно использовать для прогнозирования 
на основе функций в таблице.

Таблица 2 
Примерный набор данных о пожарах

Локация Время суток Причина пожара Тип здания Количество травм Количество 
погибших

Объект 1 2:00 AM Электрический Высокий 3 0
Объект 2 11:00 PM Кулинария Маленькая семья 1 0
Объект 3 8:00 PM Поджог Склад 0 2
Объект 4 1:00 PM Курение Квартира 2 1
Объект 5 4:00 AM Электрический Офис 0 0
Объект 6 10:00 PM Кулинария Многосемейный 4 3
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Предположим, у нас есть модель машинного обучения, 
обученная прогнозировать вероятность травм при пожаре 
на основе местоположения, времени суток, причины по-
жара и типа здания. Модель достигла точности 80 % на на-
боре данных проверки (табл. 3).

Конечный результат, полученный с использованием 
модели машинного обучения, будет зависеть от конкрет-
ной решаемой проблемы и показателей оценки, использу-
емых для измерения производительности модели. Чтобы 
сделать прогноз с использованием алгоритма на основе 
приведенной выше таблицы, нам сначала нужно опреде-
лить алгоритм и его правила. Для целей этого примера 
рассмотрим простой алгоритм, предсказывающий веро-
ятность травм при пожаре на основе следующих правил:
• если причиной возгорания является приготовление 

пищи, высока вероятность травм;
• если тип здания многоэтажный, то вероятность травм 

умеренная;
• если тип здания представляет собой дом на одну семью 

или офисное здание, вероятность травм невелика;
• если время суток между 23:00 и 6:00 утра, вероятность 

травм высока;
• если время суток между 6:00 и 18:00, вероятность травм 

умеренная;
• если время суток между 18:00 и 23:00, вероятность 

травм низкая;
• если число погибших больше 0, вероятность травм вы-

сокая.
Основываясь на этих правилах, мы можем делать 

прогно зы для каждой строки таблицы следующим об-
разом:
• ряд 1. Причина пожара — электрическая, тип здания — 

многоэтажный, поэтому вероятность травм умеренная;
• ряд 2. Причина пожара — приготовление пищи, тип 

здания — одноквартирный, поэтому вероятность травм 
низкая;

• ряд 3. Причина пожара — поджог, тип здания — склад, 
поэтому у нас недостаточно информации, чтобы сде-
лать прогноз;

• ряд 4. Причина возгорания — курение, тип здания — 
квартира, поэтому вероятность травм умеренная;

• ряд 5. Причина возгорания — электричество, тип зда-
ния — офис, поэтому вероятность травм низкая;

• ряд 6. Причина пожара — приготовление пищи, тип 
здания — многоквартирный, поэтому вероятность 
травм умеренная.
Важно отметить, что точность прогнозов алгоритма 

будет зависеть от качества правил и допущений, сделан-
ных в отношении взаимосвязи между входными характе-
ристиками и вероятностью травм при пожаре. На прак-
тике модель машинного обучения может выявлять более 

сложные закономерности в данных и делать более точные 
прогнозы, чем такой простой алгоритм.

Основываясь на этих особенностях, модель машин-
ного обучения прогнозирует 75 % вероятность травм 
при пожаре. Этот прогноз основан на усвоенных моде-
лью закономерностях из обучающего набора данных 
и предположениях, сделанных в отношении взаимос-
вязи между входными характеристиками и вероятно-
стью травм при пожаре. Однако важно отметить, что 
это всего лишь гипотетический пример и точность 
прогноза будет зависеть от качества обучающих дан-
ных и производительности модели машинного обуче-
ния. Предлагается использовать модели, основанные 
на синтезе искусственных нейронных сетей и генети-
ческих алгоритмов, для выбора последовательности 
управляющих воздействий для различных ситуаций. 
Чрезвычайные ситуации являются одной из основ-
ных причин гибели людей и ущерба инфраструктуре 
и имуществу. Достижения в области машинного и глу-
бокого обучения все чаще используются для управле-
ния сложными стихийными бедствиями. В этих слу-
чаях к различным пожарам, стихийным бедствиям, 
в том числе наводнениям, лавовым потокам, землетря-
сениям, тайфунам, ураганам, оползням, применялись 
различные методы машинного обучения и глубокого 
обучения. Рассмотренные исследования сосредоточе-
ны на пожарах, стихийных бедствиях и прогнозирова-
нии опасностей, оценке риска и уязвимости, обнару-
жении бедствий, системах раннего предупреждения, 
мониторинге бедствий, оценке ущерба и реагировании 
после бедствий, а также на прикладных исследованиях 
и приложениях.

Заключение
Будущие исследования должны сосредоточиться 

на использовании методов машинного обучения для 
повышения эффективности операций аварийного вос-
становления. Методы глубокого обучения и алгоритмы 
кластеризации могут помочь усилить меры по смяг-
чению последствий стихийных бедствий, уменьшить 
уязвимости и оценить устойчивость инфраструктуры. 
Применение машинного обучения в управлении чрез-
вычайными ситуациями открывает новые перспективы 
для эффективного реагирования на бедствия и миними-
зации их негативных последствий.
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