
Введение

Современные электронные изделия создаются 
на основе печатного монтажа, представляющего 
собой многослойную структуру из диэлектрика 
и проводящего слоя . Надежность таких изделий 
особенно критична в космической, авиационной 
и военной отраслях, где эксплуатация проходит в 

жестких условиях . До 40 % отказов электронных 
средств (ЭС) связано с дефектами печатных плат 
(ПП), возникающими из-за нарушений технологии 
производства [1] .

Для обнаружения дефектов ПП используют ин-
формационно-измерительные системы (ИИС), кото-
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предназначенной для задач детектирования объектов. Для оценки эффективности модели 
проводился анализ метрик точности и потерь. Результаты: показывают, что обученная модель 
демонстрирует высокую точность в классификации дефектов, таких как незапаянное посадочное 
место (missing_hole), короткое замыкание (short) и ложная печатная дорожка (spurious_copper), 
достигая точности 1,0. Классы «разомкнутая печатная дорожка» (open_circuit) и «выступ 
меди» (spur) также показывают удовлетворительные результаты, однако класс «нарушение 
целостности печатной дорожки» (mouse_bite) требует дальнейшего улучшения. Практическая 
значимость: заключается в возможности применения разработанной модели для автоматизации 
процессов контроля качества печатных плат, что может значительно повысить надежность 
электронных изделий и снизить вероятность отказов в критически важных системах.
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рые обеспечивают контроль на всех этапах производ-
ства . Среди методов контроля широко применяются 
оптический, рентгеновский, электрический и тепло-
вой . Наиболее экономичным и быстрым является 
оптический метод, который позволяет выявлять де-
фекты как ПП, так и печатных узлов . Однако ручной 
контроль имеет высокую вероятность пропуска де-
фектов, что требует автоматизации анализа [2] .

Внедрение нейросетевых технологий в кон-
троль качества ПП открывает новые возможности 
для повышения точности диагностики . Нейросети, 
обученные на данных о дефектах, способны авто-
матически выявлять и классифицировать недостат-
ки, сокращая время и снижая затраты . Обработка 
данных в реальном времени позволяет предотвра-
тить попадание бракованных плат в продукцию, 
что снижает издержки на доработку и замену [3] .

Нейросети, принцип работы, применение
Нейронная сеть — это программа, имитирую-

щая работу естественной нейронной сети мозга 
для решения задач и машинного обучения .

Знания в нейронной сети распределены между ее 
элементами (искусственными нейронами) через свя-
зи с адаптивными весами . Сеть обучается, регулируя 
веса соединений между нейронами, сгруппирован-
ными в слои . Входной слой получает информацию, 
выходной передает ответ, а скрытые слои обрабаты-
вают данные . Выход зависит от весов связей: если 
сумма взвешенных входных сигналов превышает 
порог, нейрон отправляет сигнал дальше [4] .

Нейросети находят широкое применение в раз-
личных областях благодаря своей способности об-
рабатывать большие объемы данных и выявлять 
сложные закономерности [5] .

В производстве возобновляемой энергии, вклю-
чая оценку, обслуживание и управление, примене-
ние искусственного интеллекта и нейронных сетей 
позволит улучшить все аспекты . Цифровизация 
сектора создаст гибкие и устойчивые энергетиче-
ские системы, что сделает возобновляемую энер-
гию основным источником электроэнергии [6] .

В компьютерном зрении они активно использу-
ются для распознавания изображений и видео [7, 8],  
что находит применение в системах безопасно-

сти [9], автономных транспортных средствах [10] 
и медицинской диагностике [11] .

В области обработки естественного языка ней-
росети применяются для перевода текстов [12], 
создания чат-ботов [13] и извлечения ключевых 
слов [14] .

Исследования показывают [15], что искусствен-
ный интеллект активно используется в финансах, 
особенно в области финансового прогнозирова-
ния, защиты и анализа . Основной технологией яв-
ляется контролируемое обучение, а глубокое обу-
чение стало популярным в последние годы .

В здравоохранении нейросети используются 
для диагностики заболеваний, прогнозирования 
эпидемий и персонализированного лечения, ана-
лизируя генетические данные и медицинские за-
писи для разработки индивидуальных планов ле-
чения [16–20] .

В производственных процессах нейросети ак-
тивно применяются для улучшения аналитических 
и предсказательных возможностей систем под-
держки принятия решений, что позволяет справ-
ляться с растущей сложностью и неопределенно-
стью, обеспечивая более эффективное принятие 
решений и оптимизацию затрат [21] .

С учетом технологического прогресса послед-
них десятилетий, технологии и автоматизация 
стали важными факторами роста, а применение 
роботизированной автоматизации процессов и ал-
горитмов искусственного интеллекта значительно 
улучшает точность и эффективность технологиче-
ских процессов [22] .

Автоматизация с использованием нейросетей 
уменьшает влияние человеческого фактора, обе-
спечивая стабильное качество продукции и улуч-
шая производственные процессы [23] . Интеграция 
нейросетей в контроль дефектов ПП является пер-
спективным направлением для повышения надеж-
ности электронных изделий, сокращения затрат и 
ускорения выхода продукции на рынок .

Используемый датасет
Набор данных печатных плат [24] состоит пер-

воначально из 1386 изображений с 6 видами дефек-
тов: незапаянное посадочное место (missing_hole), 
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разомкнутая печатная дорожка (open_circuit), ко-
роткое замыкание (short), выступ меди (spur), лож-
ная печатная дорожка (spurious_copper), наруше-
ние целостности печатной дорожки (mouse_bite) .

Пример фотографии из набора данных приве-
ден на рис . 1 .

Для удобства восприятия информации о печат-
ных платах на фотографиях размечены соответ-
ствующие области . С использованием функции 
cv2 .rectangle отображаются информационные рам-
ки по заранее известным координатам дефектов 
(рис . 2) .

Общее количество фотографий составило 693 
(табл . 1) . Это обусловлено тем, что половина дата-
сета представляет собой дубликаты, которые были 
повернуты в диапазоне от –10 до 10° . В исследова-
нии повернутые дубликаты не учитывались .

В работе [25] авторы упоминают о способах 
повышения качества распознавания . Основное 

улучшение качества распознавания изображений 
обеспечила аугментация, которая увеличила объ-
ем обучающей выборки с помощью искажений 
(масштабирование, сдвиг, отражение, поворот) . 
Кадрирование изображений для обучающей, ва-
лидационной и тестовой выборок также повысило 
точность, исключив избыточную информацию .

Однако цель данной работы состоит в обучении 
нейросети и возможности распознавания с ее по-
мощью дефектов на печатных платах . Повышение 
качества распознавания требует дополнительных 
исследований .

В табл . 1 приведено количество фотографий 
по каждому типу дефектов, а также выведена ин-
формация по количеству дефектов на всех фото-
графиях, рассчитано среднее количество дефектов 
на фотографии . Получается, что среднее количе-
ство дефектов на фотографии для всего датасе-
та равно 4,25, а медианное значение (среднее из 

Рис. 1. Пример фотографии из набора данных

Рис. 2. Пример фотографии из набора данных с использованием информационных рамок
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центральных, упорядоченных значений) — 4,26 . 
Близкие значения среднего значения и медианы 
говорят о равномерном распределении данных без 
сильных колебаний .

Равномерность данных создает благоприятные 
условия для обучения модели . Каждый тип дефек-
та представлен примерно в равных количествах, 
что позволяет обучаться без предвзятости к каким-
либо конкретным классам: модель будет лучше 
распознавать все типы дефектов, а не только те, 
которые встречаются чаще .

Равномерное распределение данных также 
снижает риск переобучения, поскольку модель 
будет вынуждена учитывать все классы на протя-
жении всего процесса обучения . Это, в свою оче-
редь, помогает повысить устойчивость к выбро-

сам и аномалиям в данных, что делает обучение 
более стабильным и предсказуемым . Кроме того, 
модель, обученная на равномерных данных, будет 
обладать лучшей обобщающей способностью . 
Она сможет эффективно применять свои знания 
к новым, ранее невидимым данным, что являет-
ся ключевым аспектом успешного применения в 
реальных задачах . Таким образом, равномерное 
распределение данных по типам дефектов спо-
собствует созданию более эффективной и точной 
модели распознавания .

Мультискейл-обучение особенно полезно в си-
туациях, когда объекты имеют разные размеры, 
оно подразумевает использование нескольких мас-
штабов входных изображений . Во время обучения 
изображения случайным образом изменяются по 
размеру, и модель обучается на пакетах изображе-
ний разных масштабов . Модель YOLO обновляет-
ся с учетом градиентов, вычисленных на основе 
функции потерь для каждого масштаба изображе-
ния, что позволяет ей эффективно обнаруживать 
объекты различных размеров [26] .

В нашем исследовании изображения приво-
дились к единому размеру: 640 на 640 пикселей 
(рис . 3) . Это связано с необходимостью обеспечить 
высокую скорость обработки и эффективность ал-
горитма детекции объектов . Меньшие изображе-
ния требуют меньше вычислительных ресурсов, 
что делает модель способной обрабатывать боль-
ше кадров в секунду . Выбранный размер является 
компромиссом, который позволяет сохранить до-
статочное количество деталей для точной детек-
ции объектов, а также эффективно справляться с 
задачей выявления объектов разных размеров .

Таблица 1
Содержание датасета

Название класса
Количество дефектов  
на всех фотографиях

Количество фотографий
Среднее количество дефектов 

на фотографии
missing_hole 497 115 4,32
mouse_bite 492 115 4,28
open_circuit 482 116 4,15
short 491 116 4,23
spur 488 115 4,24
spurious_copper 503 116 4,34

Рис. 3. Файл 04_short_06 .jpg
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В табл . 2 представлена аннотация дефектов на 
примере файла 04_short_06 .jpg .

В данном файле видно три дефекта, каждый 
из которых описан с указанием координат и клас-
са . После применения функции resize_annotations 
произошли изменения в аннотациях изображения .

DataFrame аннотаций (на примере файла  
04_short_06 .jpg) содержит следующие характери-
стики: ширина и высота изображения (640 пиксе-
лей), класс дефекта (short) . Координаты для каж-
дого дефекта указаны в формате xmin, ymin, xmax, 
ymax, они необходимы для обучения нейросети, 
а также корректной работы функции cv2 .rectangle .

Обучение нейросети YOLOv8x
Архитектура YOLO (You Only Look Once) [27] 

является одной из ключевых разработок в области 
детекции объектов в реальном времени . Базовая 
модель YOLO способна обрабатывать изображе-
ния в реальном времени со скоростью 45 кадров 
в секунду, а более компактная версия, Fast YOLO, 
достигает невероятных 155 кадров в секунду . При 
этом она демонстрирует в два раза более высокие 
значения mAP по сравнению с другими система-
ми детекции в реальном времени [28] . Это делает 
YOLO идеальным выбором для поиска дефектов 
на печатных платах .

В рамках исследования проведены экспери-
менты с использованием бесплатной интерактив-
ной облачной среды для работы с кодом на язы-
ке Python от Google в браузере Google Colab [29] . 
В табл . 3 представлены основные параметры об-
учения нейросети YOLOv8x .

Результаты обучения нейросети YOLOv8x
В процессе обучения модели YOLOv8x мы 

оценивали ее производительность с помощью не-

скольких ключевых метрик: Box Loss, Class Loss 
и Distribution Focal Loss (рис . 4–6) для обучающей 
(train) и валидационной (validate) выборки . Эти 
метрики помогают анализировать качество пред-
сказаний модели в контексте выявления и класси-
фикации дефектов .

Box Loss снижается на протяжении всех эпох 
(рис . 4) . Это указывает на то, что модель успешно 
оптимизировала предсказания ограничивающих 
рамок для дефектов, улучшая точность локализа-

Таблица 2
Аннотация дефектов на примере файла 04_short_06.jpg

Файл Ширина Высота Класс xmin ymin xmax ymax

04_short_06 .jpg 640 640 short 249 142 266 162
04_short_06 .jpg 640 640 short 261 61 278 83
04_short_06 .jpg 640 640 short 174 226 194 248

Рис. 4. Метрика обученной нейросети: Box Loss

Таблица 3
Параметры нейросети YOLOv8x

Параметр Значение
Размер батча 16
Количество эпох 50
Смешивание (mixup) 0,3
Начальная скорость обучения (lr0) 0,001
Конечная скорость обучения (lr1) 0,0001
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ции (определения местоположения) дефектов на 
печатных платах . Ситуация, наступившая после 40 
эпохи обучения, когда значение Box Loss на обу-
чающей выборке значительно снижается, в то вре-
мя как на валидационной выборке оно остается на 
одном уровне и даже имеет тенденцию к незначи-
тельному увеличению, может указывать на переоб-
учение модели .

Class Loss показывает стабильное снижение 
(рис . 5), что говорит о том, что модель улучшает 

свои способности к классификации различных ти-
пов дефектов . После 40 эпохи Class Loss на обуча-
ющей выборке снижается, в то время как на вали-
дационной выборке остается на одном уровне или 
даже демонстрирует локальные максимумы, это 
может указывать на переобучение модели .

Distribution Focal Loss демонстрирует тенден-
цию к снижению на протяжении всех эпох как для 
обучающей, так и для валидационной выборки 
(рис . 6) . При этом после 35 эпохи обучения данная 
метрика практически не меняется для валидацион-
ной выборки . Это указывает на то, что модель на-
чинает запоминать данные из обучающей выборки, 
не извлекая общие закономерности, которые могли 
бы помочь ей на новых данных, и может быть при-
знаком переобучения .

Модель достигла плато в процессе обучения, и 
текущие параметры могут быть неоптимальными 
для дальнейшего прогресса . В таких случаях стоит 
рассмотреть возможность изменения архитектуры 
модели, использования методов аугментации, из-
менения скорости обучения или варьирование дру-
гих гиперпараметров .

Нормализованная матрица классов (рис . 7) по-
зволяет оценить качество работы модели класси-
фикации . Она показывает, насколько точно модель 
распознает различные классы и как часто она пу-
тает их друг с другом .

Классы missing_hole, short и spurious_copper 
имеют полную точность (1,0), в то время как  
open_circuit и spur показывают хорошие резуль-
таты (0,82 и 0,81) . Класс mouse_bit имеет низ-
кую точность (0,67), что указывает на трудности 
в классификации, вероятно, из-за недостатка раз-
нообразия данных .

Метрика F1-Score (рис . 8) — это среднее гар-
моническое значение точности [30] . При пороге 
модель показывает наилучшие результаты в соче-
тании точности и полноты .

Метрика F1-Score имеет максимальные значе-
ния для всех классов на плато с 0,1 до 0,7 по оси X 
(уверенности), это означает, что в этом диапазоне 
значений уверенности модель показывает стабиль-
ные и хорошие результаты по сочетанию точности 
и полноты .

Рис. 5. Метрика обученной нейросети: Class Loss

Рис. 6. Метрика обученной нейросети:  
Distribution Focal Loss
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Пример распознавания обученной модели
На рис . 9 и 10 представлены результаты работы 

обученной модели, предназначенной для обнару-
жения дефектов . 

Рядом с типом дефекта указано значение веро-
ятности в круглых скобках . Это значение отражает 
вероятность, с которой обученная модель предпо-
лагает наличие данного дефекта .

Рис. 7. Нормализованная матрица

Рис. 8. Метрика F1-Score
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Заключение

Современные электронные изделия, основан-
ные на печатных платах, требуют высокого уровня 
надежности, особенно в критически важных от-
раслях, таких как космическая, авиационная и во-
енная промышленность . Дефекты печатных плат, 
возникающие из-за нарушений технологических 
процессов, являются одной из основных причин 
отказов электронных средств .

Обучение YOLOv8x на специализированном 
датасете с шестью видами дефектов позволило 
получить модель, которая демонстрирует пол-
ную уверенность в классах missing_hole, short и 

spurious_copper, достигая точности 1,0 . Классы 
open_circuit и spur также показывают хорошие ре-
зультаты с точностью 0,82 и 0,81 соответственно . 
Однако класс mouse_bit имеет более низкую точ-
ность, составившую 0,67 .

В процессе обучения модели наблюдается 
снижение Box Loss и Class Loss, что свидетель-
ствует о прогрессе в локализации и классифика-
ции дефектов . Однако после 40 эпохи обучения 
возникает проблема переобучения, так как зна-
чения метрик на валидационной выборке оста-
ются стабильными или даже увеличиваются, что 
указывает на недостаток обобщающих способ-

Рис. 9. Пример работы обученной модели с дефектами типа «разомкнутая цепь» (open circuit)

Рис. 10. Пример работы обученной модели с дефектами типа «короткое замыкание» (short)
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ностей модели . В связи с этим для улучшения 
результатов следует рассмотреть возможность 
изменения архитектуры модели и оптимиза-
ции гиперпараметров . Оптимизация параме-
тров обучения нейросети не является целью 

данной работы и требует дополнительных ис-
следований .

Проведенные эксперименты продемонстриро-
вали, что обученная нейросеть YOLOv8x способ-
на эффективно выявлять дефекты печатных плат .
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Abstract. This study focuses on the development of a model based on the YOLOv8x neural network for the 
automated detection of defects in printed circuit boards (PCBs). Purpose: to train a neural network capable 
of effectively detecting and classifying various types of PCB defects. Methods: a deep learning method based 
on the YOLOv8x architecture, designed for object detection tasks. An accuracy and loss metrics analysis 
was conducted to assess the model’s effectiveness. Results: the trained model demonstrates high accuracy in 
classifying defects such as missing holes, shorts, and spurious copper, achieving an accuracy of 1.0. The “open 
circuits” and “copper spurs” classes also yield satisfactory results. However, the “mouse bites” class requires 
further improvement. Practical significance: the potential application of the developed model for automating 
quality control processes in PCBs could significantly enhance the reliability of electronic devices and reduce the 
potential failures in critical systems.

Keywords: printed circuit board, defects, neural network classification, YOLOv8x neural network model
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